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Özet – Bilgisayarlı görüntü işleme, sayısal olarak temsil edilen görsel verilerin modellenmesi, işlenmesi 

ve semantik açıdan anlamlandırılmasını amaçlayan matematiksel, istatistiksel ve yapay öğrenme tabanlı 

yöntemleri kapsayan geniş ve disiplinlerarası bir araştırma alanıdır. Günümüzde bu alan, özellikle derin 

öğrenme tekniklerinin katkısıyla hem düşük seviyeli görüntü işleme görevlerinde (gürültü giderme, kenar 

tespiti, filtreleme ve iyileştirme) hem de yüksek seviyeli kavramsal çıkarımlarda (nesne tanıma, sahne 

analizi, anomali tespiti ve görüntü sınıflandırma) kayda değer ilerlemeler kaydetmiştir. Bu çalışmada, 

dijital görüntü modelleme yaklaşımları, özellik çıkarımı yöntemleri, segmentasyon teknikleri ve nesne 

tanıma süreçleri ayrıntılı bir biçimde incelenmiş, özellikle konvolüsyonel sinir ağları, dikkat 

mekanizmaları ve transfer öğrenmeye dayalı derin öğrenme yöntemlerinin görüntü analizi üzerindeki 

etkileri vurgulanmıştır. Ayrıca, bilgisayarlı görüntü işlemenin sağlık görüntüleme, otonom sistemler, 

güvenlik ve gözetim, endüstriyel kalite kontrol gibi çeşitli uygulama alanlarındaki önemi ve potansiyeli 

ele alınmıştır. Çalışmada mevcut yöntemlerin karşılaştığı başlıca zorluklar, veri çeşitliliği, büyük veri 

gereksinimi, model açıklanabilirliği, hesaplama maliyetleri ve gerçek zamanlı uygulamalardaki 

sınırlamalar bağlamında tartışılmıştır. Sunulan kapsamlı değerlendirme, geleneksel görüntü işleme 

yöntemlerinin temel matematiksel ve algoritmik yapısını ve modern yapay zekâ destekli tekniklerin 

sağladığı dönüşümü bütüncül bir çerçevede ele almakta, gelecekteki araştırmalar ve uygulamalar için 

hibrit modellerin entegrasyonu, çok modlu veri analizi ve gerçek zamanlı sistemler gibi olası gelişim 

yönelimlerine ışık tutmaktadır. 

 
Anahtar Kelimeler – Bilgisayarlı Görüntü İşleme, Dijital Görüntü Modelleme, Özellik Çıkarımı, Segmentasyon, Nesne Tanıma, 

Derin Öğrenme, Konvolüsyonel Sinir Ağları (CNN).

I. GİRİŞ 

Bilgisayarlı görüntü işleme, dijital görüntülerin matematiksel olarak modellenmesi ile başlayan, 

ardından çeşitli dönüşüm teknikleriyle işlenmesi ve son aşamada semantik düzeyde yorumlanması 

süreçlerini kapsayan çok yönlü bir disiplindir [1]. Görsel bilginin bilgisayar sistemleri tarafından 

anlaşılabilir biçime dönüştürülmesi, tıbbi görüntüleme, endüstriyel kalite kontrol, güvenlik gözetimi, 

robotik ve otonom sürüş gibi pek çok kritik alanda stratejik önem taşımaktadır [2]. İnsan görsel sisteminin 

karmaşıklığı göz önüne alındığında, görüntü işleme algoritmalarının gerek düşük seviyeli gürültü 

giderme, kenar belirleme ve filtreleme gibi temel görevleri, gerekse nesne tanıma, davranış analizi veya 

sahne yorumlama gibi üst düzey görevleri yerine getirebilmesi, gelişmiş matematiksel modellere ve 
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hesaplamalı yöntemlere duyulan ihtiyacı ortaya koymaktadır. Son yıllarda yapay zekâ ve özellikle derin 

öğrenme tekniklerinin gelişmesi, görüntü işlemenin pek çok alt alanında devrimsel ilerlemelere yol açmış; 

konvolüsyonel sinir ağları (CNN) ve dönüşüm tabanlı modeller gibi yeni mimariler, geleneksel 

yöntemlerle ulaşılamayan doğruluk seviyelerine ulaşılmasına olanak sağlamıştır [3]. Bu bağlamda 

görüntü işlemenin artık yalnızca piksel tabanlı dönüşümlerden ibaret olmayıp, yüksek seviyeli temsil 

öğrenimi ve veri odaklı modelleme stratejileriyle desteklenen bir yapay görme alanı hâline geldiği 

söylenebilir. 

 

II. DİJİTAL GÖRÜNTÜLERİN MODELLEMESİ 

 

Dijital bir görüntü, her biri belirli bir yoğunluk değerini temsil eden iki boyutlu bir piksel matrisinden 

oluşur. Bu temel yapı, görüntü üzerinde hem düşük seviye hem de yüksek seviye işlemlerin 

gerçekleştirilebilmesi için gerekli matematiksel temeli sağlar. Modellemenin ilk adımı olarak görüntünün 

gri seviye biçimi kullanılmış ve Şekil 1’de gösterilmiştir. 
 

 
Şekil 1. Çalışmada kullanılan örnek görüntünün gri seviye temsili. 

 

 

A. Piksel Tabanlı Modeller 

Dijital görüntüler, iki boyutlu matris biçiminde temsil edilen piksel yoğunluk değerlerinden oluşur. Bu 

temel temsil biçimi, görüntünün matematiksel olarak manipüle edilmesine olanak tanır ve görüntü 

iyileştirme, kenar belirleme veya filtreleme gibi işlemlerde kritik bir rol oynar [1]. Piksel tabanlı 

filtreleme teknikleri, Gauss bulanıklaştırma, Sobel türev operatörleri ve Canny kenar bulucu gibi 

algoritmaların temelini oluşturur. Bu yöntemler, doğrudan piksel yoğunlukları üzerinde işlem yaparak 

görüntünün daha yüksek seviyeli analiz adımlarına hazırlanmasını sağlar. Bu çalışmada Gauss 

bulanıklaştırma, Sobel türev operatörü ve Canny kenar belirleyici uygulanarak temel piksel tabanlı 

işlemlerin görüntü üzerindeki etkileri incelenmiş ve Şekil 2’de gösterilmiştir. 

 

 

Şekil 2. Piksel tabanlı modeller ile elde edilen sonuçlar. 

B. İstatistiksel Modeller 

Görüntü verisinin istatistiksel açıdan modellenmesi, özellikle gürültü azaltma, dokusal içerik analizi ve 

segmentasyon gibi zor problemlerin çözümünde önemli avantajlar sunmaktadır. Markov Rasgele Alanı 
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(MRF) modelleri, görüntüdeki piksel bağımlılıklarını komşuluk ilişkileri üzerinden ifade ederek 

belirsizlik ve gürültünün daha tutarlı bir şekilde modellenmesine imkân tanır [4]. Bu yöntemler, özellikle 

tıbbi görüntülerde doku sınıflandırma ve alan bölütleme gibi görevlerde yaygın olarak kullanılmaktadır. 

Gauss Karışım Modelleri (Gaussian Mixture Model - GMM) ise yoğunluk dağılımlarının çok modlu 

olduğu durumlarda etkili bir modelleme aracıdır. Bu aşamada görüntü üzerinde kullanılarak iki bileşenli 

bir segmentasyon yapılmış ve Şekil 3’de gösterilmiştir. GMM, piksel yoğunluklarının çok modlu 

olabileceği varsayımıyla daha esnek bir bölütleme yapılmasına olanak tanır.  

 
Şekil 3. GMM tabanlı iki sınıflı segmentasyon sonucu.  

 

C. Geometrik Modeller 

Görüntüdeki nesnelerin biçimsel özelliklerinin modellenmesi, özellikle sınır belirleme, şekil tanıma ve 

kontur takibi gibi uygulamalarda büyük önem taşır. Chan ve Vese tarafından geliştirilen aktif konturlar ve 

benzeri yöntemleri, nesne sınırlarının pürüzsüz ve enerji tabanlı bir optimizasyonla belirlenmesine olanak 

sağlayarak görüntü segmentasyonunda yüksek doğruluk sunmaktadır [5]. Bu çalışmada, ikili eşikleme 

sonrasında görüntüdeki dış konturlar çıkarılmış ve Şekil 4’de gösterilmiştir. Konturlar, görüntü içindeki 

nesnelerin geometrik yapısı hakkında bilgi verdiği için segmentasyon ve şekil analizi gibi ileri aşamalarda 

yaygın şekilde kullanılır. 

  
Şekil 4. Eşikleme sonrası görüntüde tespit edilen konturların nesne üzerinde gösterimi. 

 

III. GÖRSEL BİLGİNİN ÇÖZÜMLENMESİ 

 

A. Özellik Çıkarımı 

Bir görüntüdeki önemli yapısal bileşenlerin belirlenmesi için özellik çıkarımı temel bir gerekliliktir. 

Shi ve Tomasi tarafından önerilen özellik seçimi yöntemi, görüntüde izlenebilir noktaların 

belirlenmesinde yüksek doğruluk sağlamaktadır [6]. SIFT ve SURF gibi ölçek-uzay yaklaşımları ise ölçek 

değişimlerine karşı dayanıklılık sunarak nesne tanıma problemlerinde uzun yıllar standart yöntemler 

olarak kullanılmıştır. 
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B. Görüntü Segmentasyonu 

Görüntü segmentasyonu, görsel bilginin anlamlı bileşenlere ayrılması sürecidir. Bölütleme teknikleri 

arasında eşikleme yöntemleri, kümeleme yaklaşımları ve MRF tabanlı modeller yer almakla birlikte, 

özellikle derin öğrenmenin yükselişiyle birlikte U-Net gibi mimariler biyomedikal görüntülerde üstün 

performans sergilemiştir [7]. 

C. Nesne Tanıma ve Sınıflandırma 

Geleneksel nesne tanıma yaklaşımları, el ile tanımlanmış özelliklerin sınıflandırıcı algoritmalarla 

birleştirilmesine dayanırken, modern yöntemler—özellikle CNN tabanlı modeller—özellik çıkarma ve 

sınıflandırmayı aynı öğrenme sürecine dahil ederek çok daha yüksek doğruluk sağlamaktadır [8]. 

Görsel bilginin çözümlenmesi sürecinde kullanılan yöntemlerin birbirleriyle ilişkisi, önceki bölümde elde 

edilen çıktıların III. bölümdeki analiz adımlarına nasıl aktarıldığını göstermektedir. Bu işlem hattı 

bütüncül olarak Şekil 5’te gösterilmiştir. 

 

 

Şekil 5. Elde edilen modelleme çıktıları ile gerçekleştirilen analiz adımları arasındaki bütünleşik iş akışı. 

 

 

IV. DERİN ÖĞRENME TABANLI YAKLAŞIMLAR 
 

A. Konvolüsyonel Sinir Ağları 

Simonyan ve Zisserman tarafından önerilen VGG gibi derin CNN mimarileri, geniş ölçekli görüntü 

sınıflandırma problemlerinde öğrenilen çok katmanlı temsiller sayesinde görüntü işleme alanında yeni bir 

dönem başlatmıştır [9]. 

 

B. Dönüşüm Tabanlı Nesne Tespit Sistemleri 

Carion ve çalışma arkadaşlarının geliştirdiği DETR modeli, nesne tespitinde geleneksel öneri kutusu 

mekanizmalarını terk ederek tamamen dönüşüm tabanlı bir yaklaşım sunmuş ve sahne içi küresel 

ilişkilerin daha etkili şekilde modellenmesini sağlamıştır [10]. Bunun yanı sıra YOLO ve Faster R-CNN 

gibi modeller günümüzde endüstriyel ve bilimsel uygulamalarda sıkça kullanılmaktadır. 

 

C. Üretici Modeller 

Goodfellow ve arkadaşlarının önerdiği GAN mimarisi, görüntü sentezi ve yeniden yapılandırma 

alanlarında dönüştürücü bir yapı sunmuş ve süper çözünürlükten görüntü tamirine kadar çeşitli görevlerde 

derin öğrenme tabanlı yeni algoritmaların geliştirilmesine öncülük etmiştir [11]. Şekil 6’da derin öğrenme 

tabanlı yaklaşımların genel iş akışı gösterilmiştir. 
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Şekil 6. Derin öğrenme tabanlı yaklaşımların genel iş akışı. 

 

V. UYGULAMA ALANLARI 

Bilgisayarlı görüntü işleme yöntemleri birçok endüstriyel ve bilimsel alanda kritik roller 

üstlenmektedir: 

• Tıbbi görüntüleme: Derin öğrenme tabanlı sınıflandırıcılar, MRI ve CT taramalarının otomatik 

analizinde hastalık tespiti için yüksek doğruluk sağlamaktadır [12]. 

• Otonom araçlar: KITTI veri seti ile standardize edilen algı sistemleri, nesne tespiti, derinlik 

tahmini ve şerit takibi gibi görevlerde yoğun biçimde görüntü işleme teknikleri kullanmaktadır 

[13]. 

• Endüstriyel kalite kontrol: Üretim süreçlerinde yüzey kusurlarının tespiti ve otomatik kontrol 

sistemleri görüntü işleme algoritmalarına dayanmaktadır [14] 

• Güvenlik sistemleri: Yüz tanıma, davranış analizi ve anomali tespiti gibi uygulamalarda derin 

görüntü modelleri kritik önem taşımaktadır [15] 

Tablo 1’de her uygulama alanı için kullanılan yöntemler, tipik görevler, sağladığı avantajlar ve 

sınırlılıklar özetlenmiştir. 

 
Tablo 1. Bilgisayarlı görüntüleme tekniklerinin uygulama alanları ve karşılaştırılması 

Uygulama Alanı Kullanılan Yöntemler 
Örnek Görevler / 

İşlevler 
Sağladığı Avantajlar Sınırlılıklar 

Tıbbi 

Görüntüleme 

CNN, Derin Öğrenme, 

Segmentasyon (U-Net) 

MRI / CT taramaları 

analizi, hastalık tespiti 

Otomatik, hızlı ve 

yüksek doğruluk 

Veri gizliliği, büyük 

veri ihtiyacı 

Otonom Araçlar 

Nesne Tespiti (YOLO, Faster R-

CNN), Derinlik Tahmini, Şerit 

Takibi 

Araç çevresinde nesne 

algılama, sürüş 

güvenliği 

Gerçek zamanlı 

algılama, sürüş 

güvenliği 

Sensör hataları, hava 

koşulları etkisi 

Endüstriyel 

Kalite Kontrol 

Görüntü İşleme Algoritmaları, 

Kenar/Anomali Tespiti 

Yüzey kusurları, ürün 

kalite kontrolü 

Otomatik kontrol, 

insan hatasını azaltır 

Karmaşık 

geometrilerde zor 

tespit 

Güvenlik 

Sistemleri 

Yüz Tanıma, Davranış Analizi, 

Anomali Tespiti, Derin Öğrenme 

Yetkisiz erişim tespiti, 

güvenlik ihlali analizi 

Sürekli gözetim, 

yüksek hassasiyet 

Mahremiyet 

endişeleri, yanlış 

pozitifler 

VI.   ZORLUKLAR VE GELECEK YÖNELIMLERI 

Mevcut görüntü işleme yöntemleri büyük veri gereksinimi, modellere duyulan açıklanabilirlik ihtiyacı 

ve farklı ortam koşullarına karşı duyarlılık gibi birtakım zorluklarla karşı karşıyadır. Zhang’ın kamera 

kalibrasyonu üzerine yaptığı çalışmalar, gerçek dünya görüntüleme koşullarının doğrusal olmayan yapılar 

nedeniyle modellenmesinin hala önemli bir araştırma alanı olduğunu göstermektedir [16]. Gelecekte az 

veriyle öğrenme yöntemleri, multimodal veri analizi, gerçek zamanlı yüksek doğruluklu sistemler ve 

açıklanabilir yapay zekâ yaklaşımlarının görüntü işleme alanına daha fazla entegre olması 

beklenmektedir.  

Transformer tabanlı modellerin hâlâ temsil birimleri ile çalışması, birim temsillerinin etkili ve pratik 

bir çözüm olduğunu göstermektedir. Ancak son yıllarda sürekli temsil tabanlı modeller, otomatik bağlam 

sıkıştırma mekanizmaları ve görsel-dil bütünleşik temsilleri gibi yeni araştırma yönelimleri de ortaya 

çıkmıştır [6]. Bu modeller, birim tabanlı yaklaşımların sınırlamalarını aşmayı amaçlasa da mevcut 

sistemlerde temsil birimleri baskın paradigmadır. 
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VII. SONUÇ 

Bu çalışmada bilgisayarlı görüntü işleme alanının kuramsal temelleri, geleneksel yöntemleri ve derin 

öğrenmeye dayalı güncel yaklaşımları kapsamlı bir çerçevede ele alınmıştır. Dijital görüntü modelleme 

teknikleri, özellik çıkarımı, segmentasyon ve nesne tanıma süreçleri gerçek akademik literatüre dayanarak 

açıklanmış; modern yapay öğrenme yöntemlerinin görüntü işleme süreçlerine getirdiği yenilikler ayrıntılı 

şekilde tartışılmıştır. Bilgisayarlı görüntü işlemenin geleceği, veri temelli öğrenme stratejileri, yüksek 

hesaplama kapasitesine sahip derin modeller ve açıklanabilir yapay zekâ yaklaşımlarının daha da entegre 

edilmesiyle şekillenecektir. 
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