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Özet – Uyku evrelerinin sınıflandırılması, uyku bozukluklarının teşhisinde ve elektroensefalografi (EEG) 

sinyallerini kullanarak beyin aktivitesinin analizinde temel bir görevdir. Geleneksel yaklaşımlar genellikle 

elle tasarlanmış özellik çıkarma yöntemlerine dayanır; bu da genelleştirmeyi sınırlayabilir ve sistemin 

karmaşıklığını artırabilir. Son zamanlarda yapılan çalışmalar, fizyolojik sinyallerdeki zamansal 

bağımlılıkları yakalama yetenekleri nedeniyle derin öğrenme tabanlı yöntemleri, özellikle de Uzun Kısa 

Süreli Bellek (LSTM) modelleri gibi tekrarlayan sinir ağlarını araştırmıştır. Ancak, standart LSTM 

mimarileri, EEG sinyallerinin en bilgilendirici zamansal segmentlerine etkili bir şekilde odaklanmakta 

zorlanabilir. Elektroensefalografi (EEG) sinyallerinden uyku ve uyanıklık durumlarının doğru bir şekilde 

sınıflandırılması, klinik ve araştırma uygulamaları için kritik öneme sahiptir. Bu çalışmada, Multitaper  

spektral analiz ile Lineer Spektral Transform (LST) yönteminin birleşimiyle uyku ve uyanıklık 

durumlarının sınıflandırılması amaçlanmıştır. 100 katılımcıya ait EEG verileri analiz edilmiştir. 

Multitaper  parametreleri NW=3 ve K=5 olarak belirlenmiştir. Multitaper  yöntemi kullanılarak elde 

edilen logaritmik güç spektral yoğunluğu (PSD) özellikleri, çift yönlü Uzun Kısa Süreli Bellek (BiLSTM) 

ağı ile sınıflandırılmıştır. Önerilen yöntem %93,3 doğruluk oranı elde ederek, geleneksel yöntemlere 

kıyasla yüksek güvenilirlik ve etkinlik göstermiştir. Model, kamuya açık PhysioNet CAP Sleep (Doi: 

https://doi.org/10.13026/C2VC79) veri seti kullanılarak değerlendirilmiş ve performansı, temel LSTM 

tabanlı yaklaşımlarla karşılaştırılmıştır. Deney sonuçları, önerilen modelin daha yüksek sınıflandırma 

doğruluğu sağladığını ve uyku evreleri boyunca daha istikrarlı bir performans sergilediğini 

göstermektedir..Mevcut çalışmalarla karşılaştırıldığında, önerilen yaklaşım, rekabetçi performansını 

korurken uçtan uca öğrenme ve alana özgü özellik çıkarılmasına olan bağımlılığın azaltılması açısından 

avantajlar sunmaktadır. Bununla birlikte, model daha fazla hesaplama kaynağı ve özenli bir 

hiperparametre ayarlaması gerektirebilir. Genel olarak bu çalışma, etkili ve yorumlanabilir bir derin 

öğrenme çerçevesi sunarak otomatik uyku evresi sınıflandırmasının gelişmesine katkıda bulunmaktadır. 

Anahtar Kelimeler – EEG, Uyku Aşaması Sınıflandırması, Multitaper , LSTM, Sinyal İşleme, Derin Öğrenme 
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I. GİRİŞ 

Uyku evrelerinin elektroensefalografi (EEG) sinyalleri kullanılarak sınıflandırılması, uyku 

bozukluklarının teşhisinde ve nörolojik değerlendirmelerde önemli bir araştırma alanıdır. Geleneksel 

uyku evreleme yöntemleri genellikle uzmanlar tarafından manuel olarak gerçekleştirilmekte olup zaman 

alıcı olması ve değerlendiriciler arası farklılıklar göstermesi nedeniyle otomatik sistemlere olan ihtiyaç 

artmıştır. Bu doğrultuda, son yıllarda yapay zekâ ve derin öğrenme tabanlı yöntemler uyku evresi 

sınıflandırmasında yaygın biçimde kullanılmaya başlanmıştır [1]. 

Uyku evresi sınıflandırma çalışmalarında EEG sinyallerinin frekans bileşenleri önemli bilgiler 

taşımaktadır. Delta, theta, alfa ve beta bantlarında gözlenen güç değişimleri uyku ve uyanıklık 

durumlarını ayırt etmede kritik rol oynamaktadır. Bu nedenle literatürde güç spektral yoğunluğu (PSD) 

tabanlı özellik çıkarımı yaygın olarak kullanılmaktadır. Ancak klasik FFT veya Welch tabanlı spektral 

kestirim yöntemleri gürültüye duyarlı olabilmekte ve spektral sızıntı problemleri nedeniyle kararsız 

sonuçlar üretebilmektedir. Bu problemleri azaltmak için Multitaper  spektral analiz yöntemi önerilmiş ve 

EEG sinyallerinde daha güvenilir PSD kestirimi sağladığı belirtilmiştir. Multitaper  yöntemi, birden fazla 

ortogonal taper kullanarak spektral kestirimin varyansını düşürmekte ve özellikle biyomedikal sinyallerde 

daha kararlı özellikler elde edilmesine olanak tanımaktadır [2]. 

Derin öğrenme yaklaşımlarının gelişmesiyle birlikte uyku evresi sınıflandırmasında manuel özellik 

çıkarımına olan bağımlılık azalmış ve uçtan uca öğrenme modelleri yaygınlaşmıştır[3]. EEG 

sinyallerinden otomatik uyku evresi sınıflandırması için CNN tabanlı bir model önermiş ve modelin ham 

sinyallerden ayırt edici örüntüleri öğrenerek yüksek doğruluk elde edebildiğini göstermiştir. Benzer 

şekilde, EEG sinyalleri ile CNN mimarilerini kullanarak uyku evrelerinin sınıflandırılabildiğini ve derin 

öğrenme yöntemlerinin geleneksel makine öğrenmesi yaklaşımlarına kıyasla daha başarılı olduğunu 

belirtmiştir [4]. 

Uyku evreleri zamansal geçişlere bağlı olarak geliştiğinden, EEG sinyallerindeki uzun dönem 

bağımlılıkların modellenmesi önem taşımaktadır. Bu nedenle RNN ve özellikle LSTM tabanlı yöntemler 

literatürde geniş yer bulmuştur. Bununla birlikte klasik LSTM yapıları, tüm zaman adımlarını aynı 

önemde ele aldığı için bazı kritik epoch geçişlerinde sınırlı kalabilmektedir. Bu sorunu aşmak amacıyla 

çift yönlü LSTM (BiLSTM) yapıları kullanılmaktadır. Bu mimari ile geçmiş ve gelecek bağlamı 

kullanarak daha güçlü bir temsil oluşturduğu rapor edilmiştir [5]. CNN-BiLSTM mimarisini attention 

mekanizması ile birleştirerek tek kanallı EEG üzerinden uyku evreleme gerçekleştirmiş ve özellikle 

zamansal segmentlerin önemini belirlemede dikkat mekanizmasının performansı artırdığını göstermiştir. 

Son yıllarda hibrit mimariler daha da gelişmiş ve CNN ile BiLSTM yapıları Transformer gibi daha güçlü 

ardışık öğrenme modelleriyle birleştirilmeye başlanmıştır [6]. CNN-BiLSTM-Transformer tabanlı bir 

model geliştirerek uyku evresi sınıflandırmasında çok ölçekli özellik çıkarımının ve uzun menzilli 

bağımlılıkların yakalanmasının doğruluk üzerinde olumlu etkisini rapor etmiştir. Bu çalışmalar, uyku 

evresi sınıflandırmasında tek bir mimariden ziyade çoklu yapıların birlikte kullanımının giderek 

yaygınlaştığını göstermektedir. 

Öte yandan, bazı çalışmalar uyku evreleme problemini hem çok sınıflı hem de ikili sınıflandırma 

açısından ele almıştır [7]. EEG tabanlı uyku sınıflandırma modellerinde ikili sınıflandırmanın daha 

yüksek doğruluk oranlarına ulaşabildiğini belirtmiş ve sınıf sayısı arttıkça sınıflar arası benzerliklerin hata 

oranını yükseltebileceğini ifade etmiştir. Benzer biçimde [8], klasik makine öğrenmesi yöntemlerinden 

derin öğrenmeye kadar uyku evresi sınıflandırma çalışmalarını inceleyerek CNN ve RNN tabanlı 

yöntemlerin daha güçlü temsil öğrenme yetenekleri sayesinde geleneksel yöntemlere göre üstün 

performans sergilediğini ortaya koymuştur. 
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Uyku evreleme çalışmalarında yalnızca EEG değil, EOG ve EMG gibi ek biyosinyallerin kullanılması da 

araştırılmıştır [9]. EEG, EOG ve EMG sinyallerini birlikte kullanan hibrit bir model önererek çoklu sinyal 

kullanımının sınıflandırma doğruluğunu artırdığını göstermiştir. Bununla birlikte pratik uygulamalarda 

taşınabilir sistemlerin geliştirilmesi açısından tek kanallı EEG’ye dayalı yöntemler daha uygulanabilir 

görülmektedir. 

Genel olarak literatür incelendiğinde, uyku evresi sınıflandırma çalışmalarında derin öğrenme tabanlı 

yöntemlerin giderek baskın hale geldiği ve özellikle CNN, LSTM, BiLSTM ve attention 

mekanizmalarının yüksek performans sağladığı görülmektedir. Bununla birlikte, EEG sinyallerinin 

gürültüye açık yapısı nedeniyle güvenilir özellik çıkarımı halen önemli bir problem olarak karşımıza 

çıkmaktadır. Bu bağlamda Multitaper spektral analiz yöntemi, PSD kestiriminde kararlılığı artırarak daha 

güvenilir özellikler sunmaktadır [2]. Bu nedenle Multitaper PSD tabanlı özellik çıkarımı ile BiLSTM 

tabanlı sınıflandırma yaklaşımının birleştirilmesi, hem zamansal bağımlılıkların etkin şekilde 

modellenmesi hem de spektral özelliklerin güvenilirliğinin artırılması açısından literatürde önemli bir 

yere sahiptir. Bu çalışmada, 100 katılımcıya ait EEG verileri kullanılarak, Multitaper spektral analiz ve 

LSTM tabanlı özellik çıkarımıyla uyku ve uyanıklık durumlarının sınıflandırılması önerilmektedir. 

II. MATERYAL VE YÖNTEM 

 Sisteme Genel Bakış 

 

Şekil 1. Önerilen yönteme ait akış diyagramı 

Bu çalışmada önerilen uyku evrelerinin tanımlanmasına yönelik algoritmanın akış diyagramı Şekil 1’de 

verilmiştir. Şekil 1’de, EEG tabanlı bir sınıflandırma sisteminin uçtan uca veri işleme ve derin öğrenme 

tabanlı analiz süreci gösterilmektedir. İlk aşamada çok kanallı EEG sinyalleri giriş verisi olarak alınmakta 

ve her örnek belirli sınıf etiketleri ile ilişkilendirilmektedir. Ardından veriler, her hücrede bir EEG 

örneğinin bulunduğu hücresel veri yapısına dönüştürülerek işlenmeye uygun hale getirilmektedir. Üçüncü 

aşamada çoklu Taper spektral yoğunluk kestirimi (Multitaper PSD) için pencere genişliği (NW) ve FFT 

uzunluğu (nfft) gibi parametreler tanımlanmaktadır. Devamında her kanal için güç spektral yoğunluğu 

(PSD) hesaplanmakta ve logaritmik dönüşüm uygulanarak frekans alanına ait ayırt edici özellikler elde 

edilmektedir. Elde edilen tüm kanal özellikleri birleştirilerek yüksek boyutlu bir özellik matrisi 

oluşturulmaktadır. Sonraki aşamada veri kümesi eğitim ve test kümelerine ayrılmakta, ardından veriler 

LSTM mimarisinin gerektirdiği sekans formatına dönüştürülmektedir. Model kısmında çift yönlü uzun-
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kısa süreli bellek (BiLSTM) katmanı, tam bağlı katmanlar, ReLU aktivasyon fonksiyonu ve softmax 

sınıflandırıcı yapısı kullanılarak zamansal bağımlılıkların öğrenilmesi amaçlanmaktadır. Eğitim sürecinde 

Adam optimizasyon algoritması ve belirlenen hiper-parametreler ile ağ eğitilmekte, son aşamada ise 

modelin sınıflandırma performansı doğruluk oranı ve karmaşıklık matrisi yardımıyla 

değerlendirilmektedir. 

A. Çalışmanın Veri Seti 

EEG kayıtları 100 katılımcıdan alınmıştır. Veriler, uyku ve uyanıklık durumlarıyla etiketlenmiştir. Bu 

çalışmada, uyku araştırmalarında yaygın olarak kullanılan bir referans veri kümesi olan PhysioNet CAP 

Sleep veri kümesi kullanılmıştır. Veri kümesi, sağlıklı bireylerin yanı sıra hafif uyku bozukluklarına sahip 

hastaların gece boyunca kaydedilen polisomnografi (PSG) verilerini içermektedir. Analizde, 100 Hz 

örnekleme frekansına sahip EEG kanalları (Fpz–Cz ve Pz–Oz) kullanılmıştır. Uyku evrelerine ait 

etiketler, Rechtschaffen ve Kales (R&K) standardına göre uzmanlar tarafından oluşturulmuş olup; 

Uyanıklık (W) ve REM evrelerini kapsamaktadır [10, 11]. 

Veri seti, modelleme sürecine uygun olacak şekilde önceden segmentlenmiş yapıda kullanılmıştır. Her bir 

örnek, çok kanallı EEG sinyalini temsil eden zaman serilerinden oluşmaktadır. Bu çalışmada ek bir 

zaman domeni normalizasyonu uygulanmamış olup, sinyaller doğrudan frekans domenine dönüştürülerek 

analiz edilmiştir. Özellik çıkarımı aşamasında, her bir kanal için Multitaper  yöntemi kullanılarak güç 

spektral yoğunluk (PSD) hesaplanmış ve logaritmik dönüşüm uygulanarak sayısal kararlılık artırılmıştır. 

Bu yaklaşım, modelin gürültüye karşı daha dayanıklı ve ayırt edici özellikler öğrenmesini sağlamaktadır. 

B. Veri Ön İşleme 

Ham EEG sinyalleri analiz öncesinde çeşitli ön işleme adımlarından geçirilmiştir. İlk olarak, sinyaller 

üzerindeki düşük frekanslı sürüklenmelerin ve yüksek frekanslı gürültülerin azaltılması amacıyla 0.5–40 

Hz aralığında bant geçişli filtreleme uygulanmıştır. Ardından, veri kalitesini artırmak için göz hareketleri 

(EOG), kas aktiviteleri (EMG) ve diğer biyolojik ya da çevresel kaynaklı artefaktlar uygun yöntemlerle 

tespit edilerek temizlenmiştir. Son aşamada ise, zamansal analiz ve modelleme sürecine uygunluk 

sağlamak amacıyla sürekli EEG kayıtları 4 saniyelik sabit uzunlukta epoch’lara bölünmüştür. Bu sayede 

her bir veri segmenti standart bir yapı kazanmış ve sonraki özellik çıkarımı ile sınıflandırma işlemleri için 

hazır hale getirilmiştir. [22,23] 

C. Multitaper  Spektral Analizi 

Bu çalışmada, EEG sinyallerinin frekans domenindeki özelliklerini daha güvenilir bir şekilde elde 

edebilmek amacıyla Multitaper  spektral analiz yöntemi kullanılmıştır. Multitaper  yaklaşımı, tek bir 

pencere fonksiyonu yerine birden fazla ortogonal taper kullanarak spektral kestirimin varyansını 

azaltmakta ve sonuçların kararlılığını artırmaktadır. Analiz sürecinde zaman-band genişliği parametresi 

(NW) 3 olarak belirlenmiş ve buna bağlı olarak taper sayısı (K) 5 olarak seçilmiştir. Bu parametre seçimi, 

frekans çözünürlüğü ile spektral sızıntı arasındaki dengeyi optimize etmek amacıyla yapılmıştır. Böylece, 

elde edilen güç spektral yoğunluk (PSD) tahminleri gürültüye karşı daha dayanıklı hale getirilmiş ve 

sonraki aşamalarda kullanılacak özelliklerin güvenilirliği artırılmıştır. 

D. Özellik Çıkarımı 

Özellik çıkarımı aşamasında, EEG sinyallerinin farklı frekans bantlarındaki karakteristik davranışlarını 

temsil edebilmek amacıyla bant tabanlı istatistiksel özellikler kullanılmıştır. Bu kapsamda sinyaller, 

literatürde yaygın olarak kullanılan delta (0.5–4 Hz), theta (4–8 Hz), alfa (8–13 Hz) ve beta (13–30 Hz) 

frekans bantlarına ayrılmıştır. Her bir bant için güç spektral yoğunluk değerleri üzerinden ortalama ve 
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varyans hesaplanarak öznitelik vektörleri oluşturulmuştur. Bu yaklaşım, sinyalin hem merkezi eğilimini 

hem de değişkenliğini temsil ederek sınıflandırma performansını artırmayı hedeflemektedir. Elde edilen 

özellikler, modelin farklı beyin aktivitesi durumlarını daha etkili bir şekilde ayırt edebilmesine olanak 

sağlamaktadır [12,20]. 

E. Dizi (Sekans) Oluşturma 

EEG sinyallerindeki zamansal bağımlılıkları tam olarak kullanabilmek için, giriş dizileri birden fazla 

ardışık epoch’un birleştirilmesiyle oluşturulur. Biçimsel olarak, verilen bir Xi epoch’u için dizi Denklem 

1 ile tanımlanır. 

Si={Xi-n,Xi−n+1,…,Xi,…,Xi+n}             (1) 

Denklem 1’de her bir Xj, uzunluğu L=30×100=3000 örnek olan bir epoch’u temsil etmektedir. Bu 

yaklaşım, modelin her bir sınıflandırma kararı için hem geçmiş hem de gelecek bağlamı kullanmasına 

olanak tanır [17,24]. Diziye karşılık gelen etiket, merkezi epoch olan yi’nin etiketidir ve bu etiket beş 

uyku evresinden birini temsil eder. 

F. Model Mimarisi 

 

Şekil 2. Önerilen Model Mimarisi 

 EEG sinyallerinin uyku evresi sınıflandırılmasında kullanılan Multitaper  PSD tabanlı çift yönlü uzun-

kısa süreli bellek ağı (BiLSTM) mimarisine ait bütünleşik işlem akışı Şekil 2’de sunulmaktadır. İlk 

aşamada PhysioNet Sleep-EDF Expanded veri kümesinden elde edilen çok kanallı EEG sinyalleri giriş 

verisi olarak kullanılmakta ve sinyaller belirli uyku sınıfları ile etiketlenmektedir. Ön işleme aşamasında 

bant geçiren filtreleme uygulanarak sinyallerin istenmeyen düşük ve yüksek frekans bileşenleri 

bastırılmakta, artefakt temizleme işlemleri gerçekleştirilmekte ve EEG kayıtları sabit uzunluklu 
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epoch’lara ayrılmaktadır. Ardından özellik çıkarımı aşamasında Multitaper  Güç Spektral Yoğunluğu 

(PSD) yöntemi kullanılarak her kanal için frekans alanı özellikleri hesaplanmakta ve logaritmik dönüşüm 

uygulanarak spektral dağılımın daha kararlı hale getirilmesi sağlanmaktadır. Elde edilen PSD tabanlı 

özellikler birleştirilerek yüksek boyutlu bir özellik matrisi oluşturulmakta ve veriler BiLSTM ağının giriş 

yapısına uygun hücresel dizi formatına dönüştürülmektedir. Model mimarisinde zamansal bağımlılıkların 

iki yönlü öğrenilmesini sağlayan BiLSTM katmanı, tam bağlı katmanlar, ReLU aktivasyon fonksiyonu, 

softmax katmanı ve sınıflandırma katmanı birlikte kullanılmıştır. Ağ eğitimi Adam optimizasyon 

algoritması ve belirlenen hiper-parametreler yardımıyla gerçekleştirilmiş, son aşamada ise model 

performansı doğruluk oranı ve karmaşıklık matrisi kullanılarak değerlendirilmiştir [14,19]. Bu yapı 

sayesinde EEG sinyallerinin hem zamansal hem de frekans alanındaki karakteristik özelliklerinin etkin 

biçimde öğrenilmesi amaçlanmaktadır. 

G. Çift Yönlü LSTM Mimarisi 

Önerilen mimari, dizgiyi hem ileri hem de geri yönde işleyerek standart LSTM’leri genişleten bir Çift 

Yönlü Uzun-Kısa Vadeli Bellek (BILSTM) ağı kullanmaktadır. Her LSTM hücresi, 

bir bellek durumu ct ve bir gizli durum ht tutar; bunlar her zaman adımında t aşağıdaki denklemler 

kullanılarak güncellenmektedir. 

𝑓𝑡 = σ(𝑊𝑓  𝑥𝑡 + 𝑈𝑓  ℎ(𝑡−1) + 𝑏𝑓  )                              (2) 

 Denklem 2’de yer alan 𝑓𝑡 unutma kapısı (forget gate) aktivasyonudur. Önceki hücre durumundan hangi 

bilgilerin korunacağını belirler. Σ sigmoid aktivasyon fonksiyonudur. Çıktıyı 0 ile 1 arasında 

sınırlandırarak kapı mekanizmalarının çalışmasını sağlar.W giriş verilerine uygulanan ağırlık matrislerini 

ifade eder. 𝑥𝑡 t anındaki giriş vektörünü ifade eder. EEG sinyalinden elde edilen özellikler bu giriş olarak 

modele verilir. U önceki gizli durum üzerine uygulanan tekrarlayan ağırlık matrislerini temsil eder. ℎ(𝑡−1) 

bir önceki zaman adımına ait gizli durum (hidden state) vektörüdür. Modelin geçmiş bilgileri taşımasını 

sağlar. B  bias (sapma) vektörüdür ve modelin öğrenme esnekliğini artırır. 

𝑖𝑡= 𝜎(𝑊𝑖𝑥𝑡 +  𝑈𝑖ℎ𝑡−1 + 𝑏𝑖)                                                                                                                        (3) 

Denklem 3’de yer alan 𝑖𝑡 giriş kapısı (input gate) aktivasyonudur.Yeni bilgilerin hücre durumuna ne 

kadar ekleneceğini kontrol eder. 𝜎 sigmoid aktivasyon fonksiyonudur. Çıktıyı 0 ile 1 arasında 

sınırlandırarak kapı mekanizmalarının çalışmasını sağlar. W giriş verilerine uygulanan ağırlık matrislerini 

ifade eder. 𝑥𝑡 t anındaki giriş vektörünü ifade eder. EEG sinyalinden elde edilen özellikler bu giriş olarak 

modele verilir. U önceki gizli durum üzerine uygulanan tekrarlayan ağırlık matrislerini temsil eder. ℎ(𝑡−1) 

bir önceki zaman adımına ait gizli durum (hidden state) vektörüdür. Modelin geçmiş bilgileri taşımasını 

sağlar.b bias (sapma) vektörüdür ve modelin öğrenme esnekliğini artırır. 

𝑐𝑡
~ = ta n h(𝑊𝑐𝑥𝑡 + 𝑈𝑐ℎ(𝑡−1) + 𝑏𝑐)                                                                                               (4) 

Denklem 4’de yer alan 𝑐𝑡
~ aday hücre durumu (candidate cell state) olup mevcut girişten üretilen yeni 

bilgi temsilini ifade eder.tanh hiperbolik tanjant aktivasyon fonksiyonudur. Çıktıyı −1 ile 1 arasında 

normalize eder.W giriş verilerine uygulanan ağırlık matrislerini ifade eder. 𝑥𝑡 t anındaki giriş vektörünü 

ifade eder. EEG sinyalinden elde edilen özellikler bu giriş olarak modele verilir. U önceki gizli durum 

üzerine uygulanan tekrarlayan ağırlık matrislerini temsil eder. ℎ(𝑡−1) bir önceki zaman adımına ait gizli 

durum (hidden state) vektörüdür. Modelin geçmiş bilgileri taşımasını sağlar.b bias (sapma) vektörüdür ve 

modelin öğrenme esnekliğini artırır. 
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𝑐𝑡 = 𝑓𝑡 ⊙ 𝑐(𝑡−1) + 𝑖𝑡 ⊙ 𝑐𝑡
~                                                                                                            (5) 

Denklem 5’de yer alan  𝑐𝑡 güncellenmiş hücre durumu olup hem geçmiş bilgileri hem de yeni öğrenilen 

bilgileri içerir. 𝑓𝑡 unutma kapısı (forget gate) aktivasyonudur. Önceki hücre durumundan hangi bilgilerin 

korunacağını belirler. 𝑐(𝑡−1) bir önceki zaman adımındaki hücre durumu (cell state) olup uzun süreli 

bilgilerin saklanmasını sağlar. 𝑖𝑡=Giriş kapısı (input gate) aktivasyonudur. Yeni bilgilerin hücre 

durumuna ne kadar ekleneceğini kontrol eder. 𝑐𝑡
~ aday hücre durumu (candidate cell state) olup mevcut 

girişten üretilen yeni bilgi temsilini ifade eder. ⊙ eleman bazlı çarpma (Hadamard çarpımı) işlemini ifade 

eder. 

𝑜𝑡 = 𝜎(𝑊𝑜𝑥𝑡 + 𝑈𝑜ℎ(𝑡−1) + 𝑏𝑜)                                                                                                        (6) 

Denklem 6’de yer alan  𝑜𝑡 çıkış kapısı (output gate) aktivasyonudur. Hücre durumundan hangi bilgilerin 

çıktı olarak aktarılacağını belirler. W giriş verilerine uygulanan ağırlık matrislerini ifade eder. 𝑥𝑡 t 

anındaki giriş vektörünü ifade eder. EEG sinyalinden elde edilen özellikler bu giriş olarak modele verilir. 

U önceki gizli durum üzerine uygulanan tekrarlayan ağırlık matrislerini temsil eder. ℎ(𝑡−1) bir önceki 

zaman adımına ait gizli durum (hidden state) vektörüdür. Modelin geçmiş bilgileri taşımasını sağlar.b 

bias (sapma) vektörüdür ve modelin öğrenme esnekliğini artırır. 

ℎ𝑡 = 𝑜𝑡 ⊙ ta n h(𝑐𝑡)                                                                                                                  (7) 

Denklem 7’de yer alan  ℎ𝑡 güncel gizli durum vektörüdür ve LSTM katmanının çıktısını temsil eder. 𝑜𝑡 

çıkış kapısı (output gate) aktivasyonudur. Hücre durumundan hangi bilgilerin çıktı olarak aktarılacağını 

belirler. .tanh hiperbolik tanjant aktivasyon fonksiyonudur. Çıktıyı −1 ile 1 arasında normalize eder. 𝑐𝑡 

güncellenmiş hücre durumu olup hem geçmiş bilgileri hem de yeni öğrenilen bilgileri içerir. ⊙ eleman 

bazlı çarpma (Hadamard çarpımı) işlemini ifade eder. 

BILSTM’de, ileri gizli durumlar ℎ𝑡
→ ile geri gizli durumlar ℎ𝑡

←  birleştirilerek birleşik bir temsil 

oluşturulur: 

ℎ𝑡=  [ℎ𝑡
→ ; ℎ𝑡

← ]                                                                                                                                (8) 

Bu çift yönlü işleme, modelin hem geçmişteki hem de gelecekteki bağımlılıkları tespit etmesini sağlar; bu 

da geçişlerin bağlama bağlı olduğu uyku evresi sınıflandırmasında hayati önem taşır. 

H. Sınıflandırma ve Kayıp Fonksiyonu 

BiLSTM katmanından elde edilen temsil vektörü  c, sınıflandırma aşamasında tam bağlı (fully connected) 

katmana verilerek doğrusal bir dönüşüme tabi tutulur. Bu işlem aşağıdaki gibi ifade edilir:    

 s = 𝑊𝑐𝑐 + 𝑏𝑐                                                                                                                               (9) 

Denklem 9’da yer alan 𝑊𝑐 tam bağlı (fully connected) katmana ait ağırlık matrisi olup öğrenilen 

özelliklerin sınıf skorlarına dönüştürülmesini sağlar.𝑏𝑐 bias (sapma) vektörüdür ve modelin doğrusal 

dönüşüm esnekliğini artırır.s her sınıf için hesaplanan ham skor (logit) vektörünü ifade eder. Bu yapıda, c 

BiLSTM katmanından elde edilen çıktı vektörünü (OutputMode = 'last'), Wcc ve bc  ise tam bağlı 

katmanın öğrenilebilir ağırlık ve bias parametrelerini temsil etmektedir. 

Elde edilen skorlar, sınıf olasılıklarına dönüştürülmek üzere softmax fonksiyonuna uygulanır: 
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ŷ𝑖 =
𝑒𝑠𝑗

∑ 𝑒𝑠𝑗 𝑗
                                                                                                                                               (10) 

Denklem 10’da yer alan  𝑠𝑗 i. Sınıfa karşılık gelen ham çıktı skorudur.𝑒𝑠𝑗 üstel dönüşüm işlemi olup tüm 

skorların pozitif değerlere dönüştürülmesini sağlar. ∑ 𝑒𝑠𝑗  𝑗  tüm sınıfların üstel skorlarının toplamıdır ve 

olasılıkların normalize edilmesini sağlar. 

Burada ŷi, i’inci sınıfa ait tahmin edilen olasılığı ifade etmektedir. Bu işlem,fullyConnectedLayer ve 

softmaxLayer kullanılarak yapılmaktadır.  

Bu yapıda, c BiLSTM katmanından elde edilen çıktı vektörünü (OutputMode = ‘last’), Wcc ve bc  ise tam 

bağlı katmanın öğrenilebilir ağırlık ve bias parametrelerini temsil etmektedir. 

Modelin eğitimi sırasında, tahmin edilen olasılıklar ile gerçek etiketler arasındaki fark kategorik çapraz 

entropi kayıp fonksiyonu kullanılarak hesaplanır: 

𝐿 = − ∑ ŷ𝑖 𝑙𝑜𝑔(ŷ
𝑖
)𝑖                                                                                                                         (11) 

Denklem 11’de yer alan  L modelin toplam kayıp (loss) değerini ifade eder.𝑙𝑜𝑔(ŷ
𝑖
) tahmin edilen 

olasılığın logaritmik değeridir.Burada yi, gerçek etiketin one-hot kodlanmış halini, ŷi ise model tarafından 

tahmin edilen olasılığı ifade etmektedir. Bu işlem classificationLayer katmanı ile otomatik olarak 

uygulanmaktadır. 

Model parametreleri, kayıp fonksiyonunu minimize etmek amacıyla Adam optimizasyon algoritması 

kullanılarak güncellenmektedir. Bu süreçte öğrenme oranı ve diğer hiper-parametreler, modelin kararlı ve 

hızlı bir şekilde yakınsamasını sağlayacak şekilde ayarlanmıştır. 

III. BULGULAR 

A. Deney Düzeni 

Bu çalışmada önerilen BiLSTM tabanlı sınıflandırma modeli, MATLAB ortamında Deep Learning 

Toolbox kullanılarak gerçekleştirilmiştir. Kullanılan veri seti, %70 eğitim ve %30 test olacak şekilde 

rastgele bölünmüştür. Bu çalışmada ayrı bir doğrulama veri seti kullanılmamıştır [14]. EEG sinyalleri 

doğrudan zaman domeninde işlenmek yerine, her kanal için Multitaper  yöntemi kullanılarak güç spektral 

yoğunluk (PSD) hesaplanmış ve logaritmik dönüşüm uygulanarak özellik vektörleri elde edilmiştir. Bu 

özellikler birleştirilerek model girişine uygun hale getirilmiştir. Oluşturulan özellik vektörleri, BiLSTM 

ağına giriş olarak verilmeden önce hücre dizisi (cell array) formatına dönüştürülmüştür. Model mimarisi, 

100 gizli birime sahip bir çift yönlü LSTM (BiLSTM) katmanından oluşmakta olup, bu katman yalnızca 

son zaman adımının çıktısını kullanmaktadır (OutputMode = 'last'). BiLSTM katmanını, sırasıyla 50 

nöronlu tam bağlı katman, ReLU aktivasyon fonksiyonu ve 2 çıkış nöronuna sahip softmax sınıflandırıcı 

takip etmektedir. Modelin eğitimi sırasında Adam optimizasyon algoritması kullanılmıştır. Eğitim 

parametreleri olarak 0.001 öğrenme oranı, 384 mini-batch boyutu ve 200 epoch değeri belirlenmiştir. 

Hedef fonksiyon olarak kategorik çapraz entropi kaybı kullanılmıştır. 

B. Eğitim ve Doğrulama Performansı 

Şekil 2, modelin 200 iterasyon boyunca eğitim sürecindeki doğruluk ve kayıp değişimlerini 

göstermektedir. Eğitim doğruluğu başlangıçta hızlı bir artış sergilemiş, ilk iterasyonlardan sonra kademeli 

olarak yükselmeye devam ederek 100. iterasyondan itibaren %95’in üzerine çıkmış ve eğitim sonunda 
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yaklaşık %99 seviyesine ulaşarak kararlı bir yapıya oturmuştur. Buna paralel olarak, eğitim kaybı 

başlangıçta nispeten yüksek değerlerden hızla düşmüş, ilerleyen iterasyonlarda azalma hızı yavaşlayarak 

100. iterasyon sonrasında düşük bir seviyede dengelenmiştir. 

Doğruluk ve kayıp eğrilerinin bu Şekil 3’de gösterilmektedir. Şekilde istikrarlı bir yakınsama göstermesi, 

modelin eğitim verisini etkin bir şekilde öğrendiğini ve optimizasyon sürecinin başarılı olduğunu ortaya 

koymaktadır. Ancak doğrulama metriklerinin sunulmamış olması (validation accuracy ve validation loss 

bulunmaması), modelin genelleme performansının doğrudan değerlendirilememesine neden olmaktadır 

[22]. Buna rağmen, eğitim eğrilerinin düzgün ve dalgalanmasız bir şekilde ilerlemesi, modelin kararlı bir 

öğrenme sürecine sahip olduğunu göstermektedir. 

 

 

Şekil 3. Modelin eğitim sürecine ait doğruluk ve kayıp eğrileri. 
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C. Karışıklık Matrisi Analizi 

Model performansının sınıf bazında değerlendirilmesi amacıyla test kümesine ait karışıklık matrisi Şekil 

4’de verilmiştir [12,15]. Sonuçlar, Multitaper  PSD + LSTM modelinin iki sınıfı genel olarak yüksek 

doğrulukla ayırt edebildiğini göstermektedir. Diyagonal hücrelerde yer alan değerlerin yüksek olması, 

modelin doğru sınıflandırma oranının güçlü olduğunu ortaya koymaktadır. 

 Rem Evresi Normal 

Rem Evresi 20 1 

Normal 1 8 

Şekil 4. Test seti üzerinde Multitaper  PSD + LSTM modeline ait karışıklık matrisi. 

Karışıklık matrisine göre 0. sınıfa ait 21 örneğin 20’si doğru sınıflandırılmış, 1 örnek ise 1. sınıf olarak 

hatalı tahmin edilmiştir. Benzer şekilde 1. sınıfa ait 9 örneğin 8’i doğru sınıflandırılırken, 1 örnek 0. sınıf 

olarak yanlış sınıflandırılmıştır. Bu sonuçlara bağlı olarak modelin 0. sınıf için duyarlılık (recall) değeri 

%95.2, 1. sınıf için ise %88.9 olarak elde edilmiştir. 

Bununla birlikte, yanlış sınıflandırmaların düşük sayıda olması modelin genel performansının yüksek 

olduğunu göstersede, özellikle 1. sınıfta görülen hata oranının (%11.1) sınıflar arasındaki benzer sinyal 

karakteristiklerinden kaynaklandığı değerlendirilmektedir. Bu durum, sınıflar arası örtüşen örüntülerin 

karar sınırlarını zorlayarak sınıflandırma performansını sınırlayabildiğini göstermektedir [13,14]. 

Sonuç olarak karışıklık matrisi, önerilen modelin test kümesinde başarılı bir sınıflandırma 

gerçekleştirdiğini ve sınıflar arasındaki ayırt ediciliğinin yüksek olduğunu ortaya koymaktadır. 

D. Model Performansı (Accuracy ve Karışıklık Matrisi)  

Model performansı, test kümesi üzerinde elde edilen doğruluk (accuracy) ve karışıklık matrisi (confusion 

matrix) kullanılarak değerlendirilmiştir. Yapılan deneyler sonucunda modelin genel sınıflandırma başarısı 

%93,3  olarak hesaplanmıştır. Bu sonuç, Multitaper  PSD tabanlı özellik çıkarımı ile BiLSTM 

sınıflandırıcısının ikili sınıflandırma probleminde yüksek performans sergilediğini göstermektedir. 

Karışıklık matrisi analizi, modelin sınıfları büyük oranda doğru şekilde ayırt edebildiğini ortaya 

koymuştur. Diyagonal elemanların yüksek olması doğru sınıflandırma oranının yüksek olduğunu 

gösterirken, diyagonal dışı değerler sınıflar arasında sınırlı düzeyde karışıklık olduğunu ifade etmektedir. 

Bu durum, özellikle benzer özelliklere sahip örneklerde modelin zaman zaman hatalı sınıflandırma 

yaptığına işaret etmektedir [15,24]. 

E. Model Performansının Değerlendirilmesi 

Önerilen modelin performansı, test kümesi üzerinde elde edilen doğruluk (accuracy) ve karışıklık matrisi 

sonuçları kullanılarak değerlendirilmiştir. Elde edilen bulgular, modelin ikili sınıflandırma probleminde 

yüksek bir başarı oranına ulaştığını göstermektedir. Karışıklık matrisi analizi, modelin her iki sınıfı da 

büyük ölçüde doğru şekilde sınıflandırabildiğini ortaya koymaktadır. Bununla birlikte, bazı örneklerde 

yanlış sınıflandırmaların meydana geldiği gözlemlenmiştir. Bu durum, sınıflar arasındaki benzer 

özelliklerden kaynaklanmakta olup modelin ayırt edici örüntüleri öğrenme kapasitesinin belirli 

durumlarda sınırlı kalabileceğini göstermektedir. Genel olarak değerlendirildiğinde, Multitaper  PSD 

tabanlı özellik çıkarımı ile BiLSTM mimarisinin birlikte kullanılması, ikili sınıflandırma problemlerinde 

etkili ve güvenilir bir performans sunmaktadır. 
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IV. TARTIŞMA  

Elde edilen deneysel sonuçlar, Multitaper  PSD tabanlı özellik çıkarımı ile BiLSTM modelinin birlikte 

kullanımının ikili sınıflandırma probleminde etkili bir performans sağladığını göstermektedir [17,19,24]. 

BiLSTM mimarisi, zamansal verilerdeki bağımlılıkları her iki yönde modelleyebilme yeteneği sayesinde, 

sinyal içerisindeki önemli örüntülerin daha iyi öğrenilmesine olanak tanımaktadır. Bu durum, modelin 

sınıflar arasındaki ayırt edici özellikleri yakalayarak yüksek doğruluk değerine ulaşmasını sağlamıştır. 

Karışıklık matrisi analizi incelendiğinde, modelin genel olarak her iki sınıfı da başarılı bir şekilde ayırt 

edebildiği görülmektedir. Bununla birlikte, bazı örneklerde yanlış sınıflandırmaların meydana geldiği 

gözlemlenmiştir. Bu durum, sınıflar arasında benzer özelliklerin bulunması ve bazı örneklerin ayırt 

edilmesinin daha zor olması ile açıklanabilir [12,14]. 

Modelin güçlü performansına rağmen bazı sınırlamalar da mevcuttur. Özellikle, BiLSTM mimarisinin 

hesaplama maliyeti klasik yöntemlere kıyasla daha yüksek olup, eğitim süresi ve bellek kullanımı 

açısından daha fazla kaynak gerektirmektedir. Bu durum, gerçek zamanlı uygulamalarda veya kaynak 

kısıtlı sistemlerde kullanım açısından sınırlayıcı olabilir [19]. 

Bu çalışmada tek tip özellik çıkarımı yöntemi kullanılmış olup, farklı özellik çıkarım tekniklerinin veya 

hibrit yaklaşımların performansa etkisi gelecekteki çalışmalar kapsamında incelenebilir [16,23]. Ayrıca, 

modelin farklı veri setleri ve daha geniş örneklem grupları üzerinde test edilmesi, genellenebilirliğinin 

değerlendirilmesi açısından önem taşımaktadır. 

Sonuç olarak, önerilen Multitaper PSD ve BiLSTM tabanlı yaklaşım, zamansal sinyal sınıflandırma 

problemlerinde etkili ve uygulanabilir bir yöntem olarak değerlendirilebilir. Gelecek çalışmalarda 

modelin performansının artırılması ve hesaplama verimliliğinin iyileştirilmesi hedeflenmektedir [22,24]. 

V. SONUÇLAR 

Bu çalışmada, zaman serisi verilerinin sınıflandırılması amacıyla Multitaper PSD tabanlı özellik çıkarımı 

ile Çift Yönlü Uzun-Kısa Vadeli Bellek (BiLSTM) modeli birlikte kullanılmıştır. Önerilen yaklaşım, ham 

sinyallerden elde edilen frekans temelli özellikler sayesinde sınıflar arasındaki ayırt edici bilgileri etkili 

bir şekilde öğrenebilmektedir [20]. 

Elde edilen deneysel sonuçlar, modelin test verisi üzerinde yüksek doğruluk oranına ulaştığını ve ikili 

sınıflandırma probleminde başarılı bir performans sergilediğini göstermektedir. Karışıklık matrisi analizi 

de modelin sınıfları büyük ölçüde doğru şekilde ayırt edebildiğini ortaya koymuştur [12,14]. 

Bununla birlikte, bazı örneklerde yanlış sınıflandırmaların meydana geldiği gözlemlenmiş olup, bu durum 

veri içerisindeki benzer örüntüler ve sınıflar arası örtüşmeler ile ilişkilendirilebilir. Ayrıca, BiLSTM 

mimarisinin yüksek hesaplama maliyeti, özellikle büyük veri setleri veya gerçek zamanlı uygulamalar 

için dikkate alınması gereken bir faktördür. 

Gelecekteki çalışmalar, farklı özellik çıkarım yöntemlerinin değerlendirilmesi, model mimarisinin 

optimize edilmesi ve farklı veri setleri üzerinde test edilmesi yönünde genişletilebilir. Ayrıca, daha 

gelişmiş derin öğrenme yaklaşımlarının kullanılmasıyla model performansının daha da artırılması 

mümkün olabilir [17,24]. 

Sonuç olarak, Multitaper PSD ve BiLSTM tabanlı yaklaşım, zamansal sinyal sınıflandırma 

problemlerinde etkili ve uygulanabilir bir yöntem olarak değerlendirilmekte olup, ileri çalışmalar için 

sağlam bir temel sunmaktadır [22,23]. 
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